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Kierunek: Analiza danych – Big data 

 
1. Przedstaw sposoby agregacji danych. 
2. Omów mechanizmy łączenia danych z wielu tabel. 
3. Kiedy należy stosować funkcje działające na pojedynczych wierszach, a kiedy funkcje 

grupowe? Na jakich typach danych działają? 
4. Omów klasyfikację funkcji działających na pojedynczych wierszach. 
5. Jakie znasz polecenia zmieniające zawartość  tabeli? Jakie są ich skutki oraz zakres 

oddziaływania? 
6. Jaką rolę pełni Data Dictionary (Słownik Danych) i jak się nim posługiwać? 
7. W jakim celu buduje się perspektywy? Omów możliwe klauzule polecenia do tworzenia 

perspektyw. 
8. Operacje na zbiorach – omów składnię poleceń i znaczenie uzyskanych wyników. 
9. Przedstaw podzapytania – typy, klauzule, w których mogą wystąpić, operatory. 
10. Omów typowe rozwiązania Big Data w obszarze baz/repozytoriów danych. 
11. Przedstaw specyfikę środowisk analitycznych stosowanych w Big Data. 
12. Omów wybrany algorytm stosowany w analityce Big Data. 
13. Na czym polega MapReduce? 
14. Co to jest Deep Learning, podaj przykład. 
15. Jakimi cechami charakteryzują się typowe problemy Big Data? 
16. Dokonaj oceny mocy predykcyjnej modelu regresji logistycznej. 
17. Omów przykładowe techniki stosowane w rozpoznawaniu wzorców. 
18. Na czym polega przetwarzanie rozproszone? 
19. Omów wybraną metodykę opisującą sposób realizacji procesu wytwórczego modelu 

analitycznego. 
20. Wymień kluczowe założenia będące warunkami zastosowania modeli predykcyjnych 

do wspomagania procesów decyzyjnych. 
21. Jak mierzymy jakość modelu prognostycznego? 
22. Omów w jaki sposób wykorzystanie systemu kontroli wersji wpływa na efektywność 

procesu wytwórczego rozwiązań analitycznych. 
23. Omów model proporcjonalnych szans  
24. Wyjaśnij co to jest reprodukowalność procesu analitycznego i dlaczego jest ona ważna 

w praktyce gospodarczej. 
25. Omów podstawowe sposoby zapewnienia reprodukowalności procesu analitycznego. 
26. Wyjaśnij co to jest próg odcięcia w modelach klasyfikacyjnych oraz omów od czego 

zależy jego optymalna wartość w przypadku wykorzystania takiego modelu do 
wspomagania podejmowania decyzji. 

27. Wyjaśnij do czego wykorzystywana jest regularyzacja w procesie budowy modeli 
predykcyjnych. 

28. Wyjaśnij różnicę, pomiędzy wnioskowaniem obserwacyjnym, interwencyjnym 
i kontrfaktycznym. 

29. Wyjaśnij na czym polega paradoks Simpsona. 
30. Przedstaw korzyści ekonomiczne z przetwarzania danych w chmurze. 
31. Omów technologie serveless w gromadzeniu i przetwarzaniu danych na potrzeby 

procesów analitycznych. 
32. Przedstaw metody przechowywania danych dużych rozmiarów w chmurze. 



33. Omów skalowanie dokumentowych baz danych typu noSQL w chmurze na przykładzie 
DynamoDB. 

34. Omów skalowanie procesów analitycznych w chmurze. 
35. Omów Function as a service - model przetwarzania oparty o architekturę Lambda. 
36. omów tworzenie i zarządzanie bezpieczeństwem środowisk analitycznych dla języków 

Python i R w chmurze. 
37. Omów zarządzanie bezpieczeństwem, użytkownikami i prawami dostępu w chmurze - 

użykownicy, role, polityki i grupy. 
38. Przedstaw systemy zarządzania relacyjną bazą danych w chmurze i ich zastosowania w 

analityce danych. 
39. Przedstaw modele sztucznych sieci neuronowych. 
40. Przedstaw modele przetwarzania danych w chmurze: IaaS (Infrastructure-as-a-

Service), PaaS (Platform-as-a-Service) oraz SaaS (Software-as-a-Service). 
41. Wymień i omów metodyki procesu eksploracji danych. 
42. Omów dwie główne grupy metod eksploracji danych. 
43. Omów metody selekcji zmiennych i obserwacji do modelowania data mining. 
44. Przedstaw metody klasyfikacji danych – przedstaw różnice i podobieństwa pomiędzy 

nimi. 
45. Omów kwestie etyczne związane z Big Data. 
46. Przedstaw model drzewa decyzyjnego. 
47. Omów modele lasów losowych. 
48. Dokonaj oceny mocy predykcyjnej modeli klasyfikacyjnych. 
49. Przedstaw metody grupowania danych. 
50. Omów metody analizy danych transakcyjnych.  
51. Omów cechy danych istotne w procesie analizy danych. 
52. Przedstaw, na czym polega zmienność danych i jak ją uwzględnić w wizualizacji danych. 
53. Przedstaw, na czym polega niepewność w analizie danych i jak można wpływać na jej 

wielkość. 
54. Jakie znaczenie mają metadane w analizie danych. 
55. Wymień i omów układy współrzędnych stosowane przy wizualizacji danych. 
56. Wymień i omów metody wizualizacji proporcji. 
57. Wymień i omów metody wizualizacji relacji. 
58. Wymień i omów metody wizualizacji danych geolokalizacyjnych. 
59. Czy modele regresji logistycznej należą do klasy uogólnionych modeli liniowych? 

Odpowiedź uzasadnij. 
60. Wymień obiekty bazy danych i omów ich przeznaczenie. 
61. Dokonaj estymacji modeli regresji logistycznej. 
62. Wykonaj interpretację dopasowanego modelu regresji logistycznej. 
63. Przedstaw wnioskowanie statystyczne w regresji logistycznej. 
64. Wymień i omów metody wizualizacji szeregów czasowych. 
65. Dokonaj oceny dobroci dopasowania modelu regresji logistycznej. 
66. Dokonaj diagnostyki modelu regresji logistycznej. 
67. Przedstaw, na czym polega uwzględnienie kontekstu a analizie danych. 
68. Omów wielomianową regresję logistyczną. 
69. Porównaj model proporcjonalnych szans z modelem wielomianowej regresji 

logistycznej. 



70. Korzyści ekonomiczne, biznesowe z analityki z wykorzystaniem modeli AHZ (modeli 
analizy przeżycia).  

71. Przedstaw istotę: filozofia – statystyka – matematyka  (w tym podstawowe pojęcia) 
modelu pojedynczego epizodu AHZ. 

72. Omów modele AHZ o czasie dyskretnym versus modele AHZ o czasie ciągłym (w tym 
zasady konstrukcji baz danych do obu typów modeli). 

73. Tradycyjne modele regresji versus  modele regresji AHZ – przedstaw podobieństwa i 
różnice w teorii,  diagnostyce i obszarach zastosowań.  

74. Przedstaw podstawowe procedury do estymacji modeli AHZ w SAS i dostępnym 
oprogramowaniu OPEN SOURCE. 

75. Przedstaw podstawy teoretyczne – aplikacje – diagnostyka i interpretacja wyników 
modeli nieparametrycznych. 

76. Przedstaw podstawy teoretyczne – aplikacje – diagnostyka i interpretacja wyników 
modeli parametrycznych. 

77. Przedstaw podstawy teoretyczne – aplikacje – diagnostyka i interpretacja wyników 
modeli semiparametrycznych. 

78. Omów semiparametryczne modele ryzyk konkurencyjnych  (porównanie modeli:  
Cox’a i Fine-Gray’a). 

79. Omów zaawansowane modele AHZ & modele CLTV. Predykcja na bazie modeli AHZ.   
80. Jakość danych w analizach biznesowych – omów znaczenie i metody oceny. 
81. Imputacja danych. Omów istotę i znaczenie. 
82. Zdefiniuj i opisz proces modelowania predykcyjnego. 
83. Podaj i omów wybraną miarę mocy predykcyjnej modelu statystycznego. 
84. Wyjaśnij co to jest system kontroli wersji na przykładzie systemu Git i zaproponuj 

typowy workflow. 
85. Omów wybraną technikę redukcji wymiaru danych, jej zalety i wady. 
86. Omów modele sztucznych sieci neuronowych na przykładzie wybranej topologii sieci 

neuronowej. 
87. Omów pojęcie obliczeń równoległych i podstawowe problemy, które pojawiają się przy 

obliczeniach równoległych. 
88. Omów pojęcie estymatora odpornego na wybranych przykładzie. 
89. Omów technikę regularyzacji na wybranym przykładzie, np. regresji LASSO. 
90. Przedstaw metody łączenia tabel w SAS i SQL. 
91. Przedstaw plusy i minusy przetwarzania danych w SAS i SQL. 
92. Na czym polega makroprogramowaie w SAS? 
93. Co to jest biblioteka w systemie SAS? 
94. Przedstaw przykłady procedur Base SAS i SAS/STAT. 
95. Jakie statystyki opisowe są odporne na wartości nietypowe? 
96. Które statystyki opisowe są właściwsze dla rozkładów, które nie są normalne? 
97. W jaki sposób można zweryfikować, czy dany rozkład jest zgodny z rozkładem 

normalnym? 
98. Przedstaw plusy i minusy struktur danych: analitycznej i transakcyjnej. 
99. Co to jest PDV i sekwencyjne przetwarzanie danych w SAS? 
100. Co oznacza określenie 3V oraz 5V w kontekście problematyki Big Data? 
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